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摘  要：精确预测锂电池健康状态(state of health，SOH)对于保障电池安全运行、制定维护策略及开展寿命管理

具有重要意义。针对原始SOH序列具有非线性、非平稳和多时间尺度特征，以及不同频率退化分量采用统一模

型难以实现针对性表征的问题，提出一种基于充电阶段数据和自适应分频混合网络的锂电池跨电池SOH预测方

法。首先，仅利用训练电池充电阶段数据提取能够表征电池退化状态的健康特征(health indicators，HIs)，并采

用变分模态分解(variational mode decomposition，VMD)对训练电池SOH序列进行多尺度分解；进一步利用排

列熵(permutation entropy，PE)量化不同本征模态分量的复杂度，并结合K-means聚类实现高、低频分量的自

适应划分。针对不同复杂度分量的动态特性，采用灰叶猴寻优算法(gray langurs optimizer，GLO)优化的双向长

短期记忆网络 -注意力机制 (BiLSTM-Attention)预测高频分量，采用结构相对简洁的门控循环单元 (gated 

recurrent unit，GRU)预测低频分量。模型训练过程中，VMD分解、特征筛选、参数寻优及模型训练均仅基于训

练电池完成；跨电池测试阶段固定全部模型参数，仅利用测试电池截至当前循环已经获得的历史HIs，一步预测

下一循环对应的各模态分量，并通过重构得到SOH预测结果。以CALCE-CS2系列电池为对象，首先采用

CS2_35作为唯一训练电池，CS2_36、CS2_37和CS2_38作为独立测试电池开展基准实验，并通过依次更换

唯一训练电池进行交叉验证。实验结果表明，所提方法能够有效表征SOH退化过程中的多时间尺度信息，在不

同训练电池条件下均保持较为稳定的预测性能，进一步验证了其在CALCE-CS2同系列电池间的跨电池预测

能力。
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Abstract: Accurate prediction of lithium-ion battery state of health (SOH) provides an 

important basis for safe operation, maintenance decision-making, and lifetime management. 

To address the nonlinear, nonstationary, and multi-timescale characteristics of battery SOH 

degradation, as well as the insufficient representation caused by applying a unified prediction 

model to components with different dynamic complexities, an adaptive frequency-division 

􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀦄􀤄􀤄􀤄􀤄􀦄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀤄􀦄􀤄􀤄
􀤄􀤄

􀦄

XXXX

收稿日期：2026-08-14；修改稿日期：2026-10-04。
基金项目：内蒙古自治区自然科学基金项目（2025MS05086），内蒙古自治区重点研发与成果转化项目（2026YFDZ0150），内蒙古自治区重大专项

（2026ZD0132）。
第一作者：马正（2002—），男，硕士研究生，研究方向为锂电池健康状态估计，E-mail：MZheng1763@163.com；通信作者：刘景霞，副教授，研

究方向为储能电池技术、风功率预测等，E-mail：958428915@qq.com。

引用本文：马正, 刘景霞, 杨培宏, 等 . 基于自适应分频混合网络的锂电池SOH预测方法[J]. 储能科学与技术, XXXX, XX(XX): 1-15.
Citation：MA Zheng, LIU Jingxia, YANG Peihong, et al. Lithium-Ion Battery SOH Prediction Based on an Adaptive Frequency-Division Hybrid 
Network[J]. Energy Storage Science and Technology, XXXX, XX(XX): 1-15.



储 能 科 学 与 技 术

hybrid neural network is proposed. First, health indicators (HIs) that characterize battery 

degradation are extracted from the charging-stage data of the training battery. Variational 

mode decomposition (VMD) is then applied only to the SOH sequence of the training battery 

to separate degradation information at multiple time scales. Permutation entropy (PE) is 

employed to quantify the complexity of different intrinsic mode functions (IMFs), and K-means 

clustering is further used to adaptively divide them into high- and low-frequency components. 

According to their different dynamic characteristics, a bidirectional long short-term memory-

attention (BiLSTM-Attention) model optimized by the Gray Langurs Optimizer (GLO) is used 

for high-frequency components, while a gated recurrent unit (GRU) model is used for low-

frequency components. During model development, HI selection, VMD decomposition, 

hyperparameter optimization, and model training are performed exclusively using the training 

battery. During cross-cell testing, all model parameters are fixed, and only the historical HIs 

available up to the current cycle of the test battery are used to predict the intrinsic mode 

functions of the next cycle in a one-step-ahead manner, followed by reconstruction of the final 

SOH. Experiments are conducted on the CALCE-CS2 battery series. CS2_35 is first used as 

the sole training cell and CS2_36, CS2_37, and CS2_38 are used as independent test cells, 

followed by cross-validation by alternately selecting each cell as the sole training cell. The 

results show that the proposed method can effectively characterize the multi-timescale 

information in the SOH degradation process and maintain relatively stable prediction 

performance under different training-cell conditions, further validating its cross-cell prediction 

capability within the CALCE-CS2 series.

Keywords: lithium-ion battery; state of health; Gray Langurs Optimizer; frequency-partitioning 

strategy; cross-cell validation

在全球能源结构转型以及国家“双碳”目标持

续推进的背景下[1]，锂电池凭借能量密度高、循环

寿命长、环境适应性强以及低污染等诸多优点，已

广泛应用于新能源汽车、储能系统以及便携式电子

设备等领域[2]。然而，随着充放电循环次数不断增

加，电池内部会出现活性锂损失以及电极材料结构

退化等一系列复杂的物理化学反应，从而造成电池

容量衰减、内阻增大以及产生安全风险等问题[3]。

电池健康状态(state of health，SOH)是表征锂电池

老化程度以及剩余性能的重要指标，准确预测电池

SOH对于保障电池安全运行、优化能量管理策略、

进行维护更换以及梯次利用具有重要意义[4]。

锂电池SOH的预测方法主要包括基于模型的

方法以及数据驱动的方法[5]。基于模型的方法通常

会通过建立电化学模型、等效电路模型或者经验退

化模型来描述电池内部反应过程，但此类方法往往

依赖于精确的模型参数以及复杂的在线参数辨识，

容易受到电池类型、工作环境以及运行工况变化的

影响[6]。数据驱动方法不需要深入分析电池内部复

杂的电化学机理，能够借助机器学习或者深度学习

模型，建立起可测参数与SOH之间的非线性映射

关系，因此逐渐成为电池健康管理领域的研究热

点[7]。文献 [8]先利用卷积神经网络 (convolutional 

neural network，CNN)提取局部老化特征，再使用

双向长短期记忆网络(bidirectional long short-term 

memory，BiLSTM)对全周期时序依赖进行双向捕

捉。文献[9]将健康特征(health indicators，HIs)输

入到BiLSTM中，并借助注意力机制(Attention)突

出重要的时序信息，从而提高了预测效果。在HIs

提取过程中，相较于随机性较强的放电数据，充电

过程通常会遵循固定的充电策略，更便于提取相关

性较高且较为完整的数据。文献[10-12]均运用充电

数据进行HIs提取，并且取得了较好的预测效果。

深度学习模型在处理长序列数据时容易出现过

拟合问题，而人工调参效率低、成本高，并且很容

易陷入局部最优。文献[13-15]引入寻优算法自适应
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寻找模型的最优超参数，以降低人工调参成本并提

升模型预测能力。文献[16]在选用灰叶猴寻优算法

(gray langurs optimizer，GLO)进行地震活动预测

的同时对比了9种经典寻优算法，结果显示GLO取

得了最优性能，说明该算法具有较强的参数寻优

能力。

原始锂电池SOH序列同时包含长期容量衰减

趋势、局部容量波动以及容量恢复现象，具有明显

的非线性、非平稳以及多时间尺度特征。为降低复

杂退化序列对预测模型造成的学习难度，文献[17-

19]引入分解技术，将复杂SOH序列分解为若干相

对平稳的子序列，再分别预测并对结果进行重构，

从而提高了模型对长期退化趋势和局部变化的刻画

能力。然而，经过分解得到的不同模态在平稳性、

波动程度及动态复杂度方面存在明显差异，如果仍

采用统一模型进行预测，模型表征能力与不同预测

目标复杂度之间可能存在不匹配。文献[20]在风功

率预测中依据不同频率成分配置差异化预测模型，

说明频率感知的模型配置对于复杂非平稳时间序列

具有一定应用价值。因此，如何进一步利用SOH

模态自身的复杂度信息实现自适应划分，并据此建

立与不同模态动态特性相匹配的预测模型，是本文

重点研究的问题之一。

综合上述研究可以看出，现有锂电池SOH分

解预测方法已经在健康特征提取、信号分解和深度

网络建模等方面取得了较大进展，但仍存在以下值

得进一步研究的问题。一方面，不同模态具有不同

的频率特征和动态复杂度，仅采用统一预测模型难

以充分发挥信号分解所带来的多尺度信息优势，因

此需要进一步研究模态特征与预测模型之间的合理

匹配关系；另一方面，复杂时序网络的性能对超参

数设置较为敏感，除了最终预测误差外，还需要从

搜索收敛过程和计算代价等方面评价寻优算法在具

体SOH预测任务中的适用性。此外，在跨电池预

测中还应严格区分训练电池模型开发过程与测试电

池预测过程，避免测试电池信息参与特征筛选、分

解或模型训练。

基于上述分析，本文提出一种基于自适应分频

混合网络的锂电池跨电池SOH预测方法。其核心

在于将训练电池多尺度监督目标构造、基于分量复

杂度的自适应分频及频率—模型差异化匹配统一到

严格的一步跨电池预测框架中，而非对现有模块的

简单组合。首先，仅利用训练电池SOH进行VMD

分解，并结合PE与K-means实现高、低频分量的

自 适 应 划 分 ； 随 后 分 别 采 用 GLO-BiLSTM-

Attention和GRU对不同频率分量进行预测。测试

阶段固定全部模型参数，不再对测试电池SOH进

行VMD分解，仅利用历史HIs预测下一循环各 IMF

分量并重构SOH。最后，通过消融实验、反向模

型匹配实验、VMD参数敏感性分析、不同寻优算

法的收敛与计算代价比较以及不同训练电池下的交

叉验证，对所提方法各组成环节的合理性及同系列

电池间的跨电池预测性能进行验证。

1 实验数据预处理

1.1　SOH定义

SOH是评价电池老化情况的关键指标，根据

应用场景和可测参数的不同，SOH可分为基于容

量和基于内阻两种不同的定义。本文在所有实验中

均采用统一的SOH定义方式，本文对于第 i个循环

周期的电池健康状态的定义如下：

SOH i = Qi

Q j

× 100% (1)

式中，Qi为锂电池第 i个循环周期对应的实际

可用容量；Qj为锂电池的额定标称容量。

1.2　数据集介绍

本文选用马里兰大学先进生命周期工程中心

(Center for Advanced Life Cycle Engineering，

CALCE)公开发布的锂电池循环老化数据集作为实

验数据来源，该数据集包含多种类型锂电池在不同

充放电工况下进行循环测试的数据。本文选取其中

的CS2系列锂电池数据进行SOH预测实验，该系

列电池的额定容量为1.1 Ah，正极材料为LiCoO2。

实验过程中，CS2 电池采用恒流 -恒压 (constant 

current-constant voltage, CC-CV)方式充电：首先

以 0.5 C恒流充电至端电压达到 4.2 V，随后保持

4.2 V恒压进行充电，直至充电电流降低至0.05 A

以下，放电截止电压设置为2.7 V。在循环老化过

程中，数据集记录了电池在多个循环周期内的电

压、电流、时间及容量等测试信息。随着循环次数

增加，电池可释放容量逐渐衰减，可以反映锂电池

的退化过程。图1为从数据集中直接提取出的容量

衰减曲线。在第3.2–3.4节的实验中，CS2_35作

为唯一训练电池，用于HIs筛选、VMD分解、超参
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数确定及模型训练，CS2_36、CS2_37和CS2_38

作为独立测试电池。为进一步验证模型的跨电池预

测性能，第3.5节依次以4块电池作为唯一训练电

池，其余 3 块电池作为独立测试电池，开展交叉

验证。

1.3　数据处理与特征提取

1.3.1　数据异常值处理

由图1可以看出，四块锂电池容量整体随循环

次数增加呈单调下降趋势，但受测量误差、采样异

常及容量积分误差等因素影响，原始容量序列中会

出现少量异常波动。为了提高锂电池SOH预测模

型的数据质量，本文采用基于局部统计特性的异常

值剔除方法。该方法以第z个循环容量Qz为中心构

建局部窗口，并利用窗口中位数 Q͂z 和中位数绝对

偏差MADz判断异常点。当满足式(2)时，将Qz判定

为异常值，并采用邻域数据进行插值修正。完成异

常值剔除的容量衰减曲线如图2所示，该方法在减

弱局部异常波动的同时保留了容量整体退化趋势，

为后续健康特征提取与SOH预测提供了可靠的数

据基础。

|Qz - Q͂z| > λ ⋅ 1.4826MADz (2)

式中，λ为异常判定阈值；1.4826为MAD的

尺度修正系数。

1.3.2　提取健康特征

为了得到更加完整的输入数据，并提高健康特

征在不同电池之间的适用性，本文仅从充电阶段选

取HIs。针对不同充电阶段持续时间不一致的问题，

运用阶段时间加权策略融合CC以及CV特征，使

所得特征能够更准确地反映完整充电过程中的电化

学响应。考虑到本文各组跨电池预测均采用单一训

练电池、多个测试电池独立测试的实验设置，为避

免测试电池信息参与模型开发，候选HIs的相关性

分析、最终特征筛选及归一化参数拟合均仅基于当

前训练电池完成。在交叉验证实验中，随着训练电

池的更换，重新完成特征筛选和归一化参数拟合，

测试电池仅按照当前训练阶段确定的特征定义及归

一化参数进行数据变换。同时，本文运用皮尔逊相

关系数(Pearson correlation coefficient, PCC)分析

所提取HIs与SOH之间的关联程度，相关系数绝对

值越接近1，表示该特征与SOH的相关性越强。在

以 CS2_35 为训练电池的基准实验中，最终选取

PCC的绝对值大于0.98的8个HIs，具体数值如表

1所示。

2 模型介绍和整体流程

2.1　变分模态分解

原始锂电池SOH序列通常具有非线性、非平

稳和局部波动等特点，直接输入预测模型可能会增

加模型的学习难度。因此，本文采用VMD方法对

SOH序列进行分解，以提取不同尺度下的退化信

息。VMD是一种基于变分约束模型的自适应信号

图1　直接提取的电池容量衰减曲线

Fig. 1　Directly extracted battery capacity 
degradation curves

图2　剔除异常值后的电池容量衰减曲线

Fig. 2　Battery capacity degradation curves after 
outlier removal

表1　CS2_35训练电池的健康特征及相关系数

Table 1　Selected health indicators and correlation 

coefficients for training cell CS2_35

健康特征

恒流充电能量

恒流充电容量

恒流充电电压

恒流充电时间

充电总能量

充电总时间

充电总电流

充电总电压

相关系数

0.9962

0.9965

-0.9942

0.9984

0.9996

0.9890

0.9883

-0.9914
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分解方法，可以把原始信号分解为K个具有有限带

宽的本征模态分量，从而获得不同频率尺度下的信

号特征。相比经验模态分解等方法，VMD具有较

明确的数学模型，在抑制模态混叠和处理非平稳信

号方面具有一定优势[21]。VMD的核心是将原始信号

f(t) 分 解 为 K 个 本 征 模 态 函 数 (intrinsic mode 

function, IMF)分量，并且使它们的带宽总和最小，

约束条件是所有模态叠加总和等于原始输入信号，

约束变分表达式为：

 min
{ uk } , { ωk }
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 s.t.∑
k = 1

K

uk (t ) = f (t )

(3)

式中，K为分解的数目；{uk}为分解后的第k个

模态分量，{ωk}为其对应的中心频率；δ(t)为狄拉克

分布函数；*为卷积运算符；j为虚数单位。因带约

束优化无法直接求解，引入拉格朗日表达式下：

L ( { uk } , { ωk } ,λ) = α∑
k = 1

K 





∂t

é

ë
êêêê(δ (t ) +

j
πt ) *uk (t )

ù

û
úúúúe-jωkt









2

2

   +






f (t ) -∑

k = 1

K

uk (t )







2

2

+ λ(t ),f (t ) -∑
k = 1

K

uk (t )

(4)

式中，λ为拉格朗日乘子；α为二次惩罚系数。

VMD采用交替方向乘子法对各模态分量和中心频

率进行迭代更新，模态分量和中心频率更新公式如

式(5)所示。

û n + 1
k (ω ) =

f ̂ (ω ) -∑
i ≠ k

ûi (ω ) +
λ̂(ω )

2
1 + 2α (ω - ωk )2

ωn + 1
k =
∫

0

∞

ω || ûk (ω )
2
dω

∫
0

∞

|| ûk (ω )
2
dω

(5)

2.2　IMF分量划分

经过VMD分解后，原始SOH序列会被分解为

K个具有不同频率尺度的 IMF分量，但不同 IMF分

量中包含的信息存在一定差异。低频分量通常反映

电池容量衰减的长期趋势，而高频分量则更多体现

局部容量再生、短期扰动以及噪声波动等信息。为

了进一步区分各 IMF分量的频率属性和复杂度特

征，引入PE对各 IMF分量的不规则程度进行量化，

同时结合K-means聚类方法实现高低频分量的自

适应划分。

PE是一种衡量时间序列复杂度和随机性的非

线性动力学指标。其基本思路是借助比较序列中相

邻数据点的相对大小关系，统计不同排列模式出现

的概率分布，从而刻画序列的复杂程度[22]。对于

VMD分解得到的第k个 IMF分量uk(t)，首先按照嵌

入维数m和延迟时间 τ构造相空间向量，随后统计

不同排列模式出现的概率分布，并对所得PE值进

行归一化处理。设第 j种排列模式出现的概率为Pj，

则第k个 IMF分量的归一化PE值计算公式如下：

PEk =

-∑
j = 1

m!

Pj ln Pj

ln (m!)
(6)

在获得各 IMF分量的PE值后，为避免人为设

定阈值的主观性，本文采用K-means聚类方法对

IMF分量进行自适应划分。以各 IMF分量的PE值

作为聚类特征，设置聚类数为2，将 IMF分量划分

为高复杂度类和低复杂度类。K-means聚类的目标

函数如下：

J =∑
r = 1

2 ∑
PEk ∈ Cr

 PEk - μr

2
(7)

式中，Cr表示第 r个聚类类别，μ表示该类别

的聚类中心。聚类完成后，排列熵聚类中心较大的

一类被定义为高频波动分量，排列熵聚类中心较小

的一类被定义为低频趋势分量。

2.3　BiLSTM-Attention模块

2.3.1　双向长短期记忆网络

长短期记忆网络 (long short-term memory, 

LSTM)，是循环神经网络的一种改进结构，能够通

过门控机制缓解传统循环神经网络在长序列训练中

容易出现的梯度消失问题。LSTM通过输入门、遗

忘门和输出门控制历史信息的保留、更新和输

出[23]。其基本计算过程如下：

ft = σ (Wf ⋅ [ht - 1,xt ] + bf )
it = σ (Wi ⋅ [ht - 1,xt ] + bi )
c͂t = tanh(Wc ⋅ [ht - 1,xt ] + bc )
ct = ft⊙ct - 1 + it⊙c͂t

ot = σ (Wo ⋅ [ht - 1,xt ] + bo )
ht = ot⊙ tanh(ct )

(8)

式中，ft为遗忘门；it为输入门；ot为输出门；

ht为隐藏状态；W为权重矩阵；b为偏置项；ct为

细胞状态；c͂t为候选细胞状态；σ和 tanh为激活函

数；⊙为逐元素乘法。

对于锂电池SOH一步超前预测任务，当前预

测结果应仅由预测时刻之前已经获得的退化信息确
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定。为此，本文采用基于历史滑动窗口的一步超前

预测方式。对于第 t+1个循环的预测，模型输入仅

由截至第 t个循环已经获得的HIs构成，因此不包

含第 t+1及其后续循环的信息。在这一已观测历史

窗口内部，不同时间步的充电退化特征之间存在较

强的上下文关联。传统单向LSTM按照单一时间方

向传递隐藏状态，对有限历史窗口内部不同位置特

征之间的关联利用仍存在一定局限。为充分提取有

限历史窗口内部不同位置之间的时序关联，本文采

用BiLSTM对已观测窗口进行双向编码，从而获得

更加完整的历史上下文特征。

BiLSTM由正向 LSTM以及反向 LSTM两部分

组成，能够同时从正向和反向两个方向提取序列特

征，从而得到更加完整的时序上下文信息，并增强

模型对局部波动以及复杂退化模式的感知能力[24]。

而且BiLSTM中的反向LSTM仅在当前已知历史窗

口内部进行反向特征传播，其访问的全部时间步在

预测时刻均已实际获得，并不涉及预测目标时刻及

其后的未来循环数据。对于输入序列X={x1,x2,…,

xt}，其正向和反向隐藏状态表示为：

ht =
     
LSTM (xt,ht - 1 )

ht =
     
LSTM (xt,ht + 1 )

ûk (t ) = Woht + bo

(9)

式中，ht 和 ht 分别表示时刻 t的正向和反向隐

藏状态，ûk表示第k个 IMF分量在时刻 t的预测值，

Wo和bo分别表示输出层的权重矩阵和偏置项。

2.3.2　注意力机制

在电池SOH预测任务中，如果直接对BiLSTM

的隐藏状态进行统一处理，容易忽略关键时间步对

预测结果的影响。为了提高模型的预测精度，本文

引入Attention，使模型可以根据预测目标自适应分

配不同时间步的权重，从而增强对关键退化特征的

关注能力。其基本计算过程如下：

et = v T
a tanh (Waht + ba )

αt =
exp (et )

∑
i = 1

T

exp (ei )

 c =∑
t = 1

T

αt ht

ŷ = Wyc + by

(10)

式中，et表示第 t个时间步的注意力得分，αt表

示对应的注意力权重，c表示由所有隐藏状态加权

得到的上下文向量，ŷ表示模型输出，Wy和by分别

表示输出层权重矩阵和偏置项。

BiLSTM-Attention模块先通过BiLSTM提取电

池退化过程中的双向时序依赖，再借助Attention对

关键时间步信息进行自适应强化。该结构既可以提

高模型对电池退化过程中长期依赖关系的学习能

力，同时也能突出对预测结果贡献较大的局部退化

特征。在本文的一步超前预测设置下，Attention仅

对上述已观测历史窗口内的BiLSTM隐藏状态进行

权重分配，用于识别对下一循环预测更加重要的历

史时间步，不涉及预测时刻及其之后的数据。该模

块的模型架构如图3所示。具体步骤如下：

第一步：将筛选后的健康特征构造成为滑动时

间窗口并作为输入层的模型输入。

第二步：BiLSTM层对输入的健康特征进行双

向时序建模，通过正向LSTM和反向LSTM分别提

取前向与后向退化信息，并将二者输出进行拼接，

得到各时间步的双向隐状态序列。

第三步：注意力机制层根据各时间步隐状态对

预测目标的贡献程度计算注意力权重，并对

BiLSTM输出的隐状态进行加权求和，形成上下文

特征向量。

第四步：将该上下文向量输入全连接层，输出

相应的预测结果。

2.4　灰叶猴寻优算法

GLO是一种受到灰叶猴群体行为和社会等级

结构启发的群智能寻优算法。该算法通过模拟灰叶

猴在自然环境中的一雄群、多雄群和全雄群等群体

结构，同时结合首领引导、成员跟随、群体迁移以

Y

Xt-1 Xt Xt+1

ht-1 ht ht+1

Softmax

ht-1 ht ht+1

Ct+1

σ σ σtanh

tanh

+

σ σ σtanh

tanh

+

σ σ σtanh

tanh

+

Xt-1

Ct-2

ft-1 it-1 Ct-1

~
ot-1

ht-2

ht-1 ht

ht-1 ht

ht+1

ht+1

ft ft+1it it+1ot ot+1Ct
~ ~

Xt Xt+1

Ct-1 Ct

+LSTM

-LSTM

+LSTM +LSTM

-LSTM -LSTM

输入层

输出层

BiLSTM层

注意力机制层

全连接层

Ct+1

 

图3　BiLSTM-Attention架构及LSTM原理图

Fig. 3　BiLSTM-Attention architecture and schematic 
diagram of LSTM
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及自主游走等行为机制，实现对复杂优化问题的全

局 搜 索 与 局 部 开 发[25]。 与 粒 子 群 寻 优 算 法

（particle swarm optimization，PSO）、遗传算法

（genetic algorithm， GA） 以 及 灰 狼 寻 优 算 法

（grey wolf optimizer，GWO）等传统群智能寻优

算法相比，GLO在搜索机制方面具有更强的多样

性和动态调节能力。PSO主要依靠个体历史最优

和群体全局最优进行位置更新，在复杂非线性搜索

空间中容易出现过早收敛；GA主要借助选择、交

叉和变异操作，虽然具备较强的全局搜索能力，但

参数设置较为复杂，后期可能出现收敛速度较慢的

问题；GWO通过等级机制引导种群进行搜索，但

个体更新过程较为依赖少数优势个体，容易造成种

群多样性逐渐下降。相比之下，GLO同时运用首

领引导、普通个体跟随以及随机游走等搜索机制，

使算法在迭代前期保持较强的全局探索能力，并在

迭代后期逐步增强局部开发能力，从而有助于缓解

局部最优以及早熟收敛问题。

在本文高频 IMF 分量预测任务中，BiLSTM-

Attention的多个关键超参数之间存在耦合关系，其

验证误差对应的搜索空间具有明显的非凸特征。

GLO的多群体搜索机制能够使候选解在搜索空间

的不同区域保持并行探索，降低种群过早集中于单

一区域的可能性；首领引导和成员跟随有利于对当

前优势区域进一步开发，而自主游走机制则能够维

持一定的种群多样性。因此，从搜索机制上看，

GLO具备兼顾全局探索与局部开发的特点。该算

法步骤如下：

第一步：在设定的超参数搜索范围内随机初始

化灰叶猴种群：

X 0
i = lb + r⊙(ub - lb) (11)

式中，X 0
i 表示第 i个灰叶猴个体的初始位置，

在寻优中即代表一组候选超参数组合；lb和 ub分

别表示搜索范围的下界和上界；r表示区间(0,1)内

的随机向量。

第二步：种群初始化后，根据目标函数计算每

个个体的适应度值，每个群体中适应度最优的个体

被确定为首领个体，全体种群中适应度最优的个体

被确定为全局最优个体。

第三步：更新首领个体位置：主要通过在当前

位置附近进行搜索和根据当前全局最优位置调整搜

索方向两种方式进行。首领个体位置更新公式

如下：

X t + 1
α =

ì
í
î

ïï
ïï

X t
α + SR, r1 < 0.5

X t
α + C1( )X t

α - X t
GB , r1 ≥ 0.5

(12)

式中，X t + 1
α 表示更新后的首领个体的位置；X t

α

表示第 t次迭代时首领个体的位置；SR表示随机步

长；C1表示首领个体位置更新的控制因子；X t
GB表

示第 t次迭代时的全局最优个体位置。

第四步：更新普通个体位置：是根据首领个体

或优势个体的位置进行更新，从而逐渐向较优搜索

区域靠近。一雄群中的雌性个体会跟随首领个体，

其位置更新公式如式(13)；对于多雄群和全雄群中

的其他雄性个体，其位置更新公式如式(14)：

X t + 1
f,i = X t

f,i + C2(X t
α - X t

f,i ) (13)

X t + 1
m,i = X t

m,i + θ (X t
m,i - X t

GB ) + C4[σ⊙(ub - lb) ] (14)

式中，X t
f,i 表示第 t次迭代时第 i个普通个体的

位置；X t + 1
f,i 表示更新后的普通个体位置；C2表示普

通个体的位置更新控制因子；X t
m,i表示第 t次迭代时

第 i个雄性个体的位置；X t + 1
m,i 表示更新后的位置；θ

表示搜索控制因子；C4表示随机扰动系数；σ表示

服从标准正态分布的随机向量。

第五步：自主游走更新，其游走半径会随着迭

代逐渐减小。更新公式如下：

X t + 1
i = X t

i⊙step

step = scale⊙L ⋅ 0.001

scale = r2(ub - lb)e-20 ( )t/Tmax

2

(15)

式中，step表示自主游走步长；scale表示步

长缩放因子。

第六步：边界约束与输出最优解：个体位置更

新后，若超出搜索空间，需要进行边界约束处理：

X t + 1
i = min [max ( X t + 1

i , lb), ub ] (16)

式中，X t + 1
i 表示边界约束后的个体位置。

随后重新计算所有个体的适应度值，并更新首

领个体和全局最优个体。重复上述过程，直到达到

最大迭代次数，最终输出最优个体作为模型的最优

超参数组合。

2.5　门控循环单元

门控循环单元(gated recurrent unit, GRU)是一

种改进型循环神经网络，将LSTM的输入门、遗忘

门和输出门结构进行了简化，主要由更新门和重置

门组成。GRU可以在使模型结构更简单、参数量

更少、训练效率更高的同时，解决长序列训练过程

中容易出现的梯度消失问题[26]。其计算过程如下：
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zt = σ (Wzxt + Uzht - 1 + bz )
rt = σ (Wrxt + Urht - 1 + br )
h͂t = tanh(Whxt + Ur(rt⊙ht - 1 ) + bh )
ht = (1 - zt )⊙ht - 1 + zt⊙h͂t

(17)

式中，zt表示 t时刻的更新门；rt表示 t时刻的

重置门；W和U分别表示输入和隐藏状态的权重矩

阵；h͂t表示 t时刻的候选隐藏状态；b表示偏置项。

2.6　自适应分频混合模型及跨电池预测流程

本文构建一种基于单一训练电池多尺度监督学

习和测试电池一步超前预测的自适应分频混合模

型。整体过程包括训练电池离线训练和测试电池跨

电池预测两个阶段。以 CS2_35 作为训练电池、

CS2_36–CS2_38作为独立测试电池为例，在离

线训练阶段，仅利用CS2_35完成HIs筛选、VMD

分解、PE-K-means分量划分、超参数确定及模型

训练，其中VMD分解得到的不同 IMF分量作为各

子模型的监督训练标签。需要强调的是，VMD在

本文中仅用于训练阶段构造多尺度监督标签，并不

是测试阶段的输入预处理步骤，模型实际建立的是

历史HIs与下一循环各 IMF分量之间的映射关系。

模型训练完成后固定全部参数，在跨电池测试阶

段，CS2_36、CS2_37和CS2_38不再进行VMD

分解，也不参与任何模型训练，仅利用截至第 t个

循环已经获得的历史HIs预测第 t+1个循环对应的

各 IMF分量，并通过分量重构得到SOH预测结果，

测试电池真实SOH仅用于最终性能评价。该流程

同样适用于更换训练电池后的跨电池预测，具体交

叉验证结果见第3.5节。

为保证训练阶段与测试阶段具有一致的时序输

入形式，本文所有预测子模型均采用第2.3.1节所

述的固定长度历史滑动窗口。设第 t个循环提取得

到的HIs向量为ht，窗口长度为L，则在预测第 t+1

个循环时，其输入与输出关系如下：

[ ht - L + 1,…,ht ] → { IMF k,t + 1 }K
k = 1 → SOH t + 1 (18)

式中，IMF k,t + 1 表示第 k个子模型对下一循环

对应 IMF分量的预测值，SOH t + 1 表示对所有预测

分量进行重构后得到的下一循环SOH预测值。可

以看出，预测第 t+1个循环时，模型所使用的最晚

输入数据仅来自第 t个循环。随着新的循环数据获

得，历史窗口向前移动一个循环，并按照相同方式

预测下一循环，从而形成连续的一步滚动预测过

程。整体模型的框架如图 4 所示，具体预测步骤

如下：

第一步：数据预处理与特征选取。首先对各电

池原始循环数据进行预处理并提取HIs与SOH；其

中仅利用 CS2_35 计算候选 HIs 与 SOH 之间的

PCC并完成特征筛选，CS2_36–CS2_38不参与

HIs筛选，其经预处理后的SOH仅作为最终性能评

价基准。

第二步：VMD分解与 IMF分量划分。仅对训

练电池CS2_35的SOH进行VMD分解，得到K个

不同时间尺度的 IMF分量，并将其作为各子模型的

监督学习目标。随后计算各 IMF分量的归一化PE

值，通过K-means将其自适应划分为高频波动分

量和低频趋势分量。

第三步：高频 IMF分量预测。针对PE较高、

动态复杂度较强的高频 IMF 分量，采用 GLO-

BiLSTM-Attention建立预测模型。其中BiLSTM用

于提取历史窗口内部的时序上下文信息，Attention

用于强化关键历史时间步特征，GLO用于优化模

型关键超参数，以提高复杂高频目标的预测能力。

第四步：低频 IMF分量预测。针对变化相对平

缓、主要反映长期退化趋势的低频 IMF分量，采用

结构相对简洁的GRU进行预测，以降低复杂模型

处理平稳趋势分量所带来的冗余。

第五步：跨电池预测与SOH重构。模型训练

完成后固定全部参数，将测试电池历史HIs按照相

同滑动窗口方式输入训练完成的高、低频预测模

型，得到各 IMF分量的下一循环预测值，并经逆归

一化和分量重构获得最终SOH预测结果。测试电

池的真实 SOH 仅用于计算预测误差，不参与

VMD、模型输入、超参数选择或模型更新。

3 预测结果与分析

3.1　实验设置与模型评价指标

第 3.2–3.4 节实验采用 CS2_35 作为训练电

池，CS2_36–CS2_38作为独立测试电池；第3.5

节依次更换唯一训练电池，开展单训练电池交叉验

证。各组实验均不使用当前测试电池数据进行本组

实验的模型训练及参数确定。HIs采用Min-Max方

法归一化，相关归一化参数仅由训练数据确定，所

有模型均采用长度L为12的滑动时间窗口构造输入

样本，窗口滑动步长和预测步长均为1，即利用截

8
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至第 t个循环的历史HIs预测第 t+1个循环。超参数

寻优时，将当前训练电池按照时间顺序划分为前

80%的训练子集和后 20%的验证子集。为避免验

证阶段信息参与模型训练，HIs归一化参数仅由前

80%训练子集确定，同时仅对该训练子集对应的

SOH序列进行VMD分解，并将所得 IMF分量作为

候选模型的监督训练目标；后 20%验证子集不参

与 VMD 分解和模型参数更新，仅用于计算重构

SOH的MSE并评价候选超参数。最优超参数确定

后，再基于当前完整训练电池构造 IMF监督目标并

训练最终模型。GLO独立运行5次，每次寻优采用

相同的搜索范围、种群规模和最大迭代次数，搜索

阶段每组候选参数训练2 Epoch，并从5次独立运

行中选取验证MSE最低的参数组合作为最终模型

参 数 。 实 验 在 Intel Core i5-14600K、 NVIDIA 

GeForce RTX 5060及Python3.11环境下完成，其

他关键参数见表2。

为全面衡量本实验模型在SOH预测任务中的

预测精度与拟合效果，本文选取均方根误差(root 

mean square error, RMSE)、平均绝对误差(mean 

absolute error, MAE)、 平 均 绝 对 百 分 比 误 差

(mean absolute percentage error, MAPE)以及决

定系数(coefficient of determination, R²)作为模型

性能评价指标。上述指标能够从误差大小、预测偏

差及模型解释能力等方面对预测结果进行综合评

价，各指标的计算公式如下：

RMSE =
1
n∑i = 1

n ( )ŷi - yi

2

MAE =
1
n∑i = 1

n || ŷi - yi

MAPE =
1
n∑i = 1

n 100 × || ŷi - yi

yi

R2 = 1 -
∑i = 1

n ( )yi - ŷi

2

∑i = 1

n ( )yi - ȳ
2

(19)

式中，yi表示实际值；ŷi表示模型预测值；
-
y表

示实际平均值；n表示循环次数。

一般而言，RMSE、MAE和MAPE越接近 0，

说明模型预测效果越好。R²越接近1，说明模型拟

合效果越好。

3.2　VMD分解及参数分析

在基准实验中，采用 VMD 对训练电池 CS2_

35的SOH序列进行分解，以构造不同时间尺度的

IMF监督目标；VMD仅用于训练阶段，测试电池预

测过程中不再进行VMD分解。VMD的分解结果主

要受到模态分解数K和二次惩罚系数α的影响。若

K值设置过小，不同时间尺度的频率成分可能集中

于同一模态，导致分离不充分；若K值设置过大，

则可能造成过分解，使原有频率被进一步细化并产

生冗余分量。另一方面，较小的α对模态带宽的约

束较弱，而过大的α会使各模态的频带受到较强限

制。考虑到K和 α均会影响VMD分解结果，本文

采用控制变量的逐步敏感性分析策略。首先在基准

惩罚系数 α为 2000的条件下，通过比较不同K值

下各 IMF分量中心频率的变化规律获得候选K值；

随后固定候选K值，进一步分析不同α下中心频率

对各电池数据进行预处理并提取
HIs与SOH

将测试电池CS2_36–CS2_38的

历史HIs输入训练好的子模型，预

测下一循环各IMF分量

基于训练电池
充电阶段数据

提取HIs

VMD分解训练
电池CS2_35

的SOH序列

计算训练电池IMF分量的PE值，

经K-means聚类自适应划分高低

频分量，并作为子模型监督目标

训练GLO-

BiLSTM-

Attention模型
训练GRU模型

IMF1

叠加预测IMF分量重构SOH，并

与测试电池真实SOH进行评价

IMF2 IMF3 IMF6...

否

是

参数初始化与种群生成

适应度计算，确定当前
最优解

基于灰叶猴行为策略进
行个体位置更新和边界

处理

适应度评估与最优解更
新

输出最优参数组合

是否满足收敛条件

GLO模块

 

图4　VMD-PE-GLO-BiLSTM-Attention-GRU的模型框

架图

Fig. 4　Framework of the VMD-PE-GLO-BiLSTM-
Attention-GRU model

表2　模型及超参数寻优的关键参数设置

Table 2　Key parameter settings of the model and 

hyperparameter optimization

参数名称

VMD模态分解数K/惩罚因子α

PE嵌入维数m/时间延迟 τ

GRU隐藏单元数/层数

GRU学习率/Epoch/Batch size

BiLSTM学习率/两层隐藏单元搜索范围

GLO种群规模/最大迭代次数

GLO最优学习率/BiLSTM隐藏单元数

最终BiLSTM-Attention Epoch/Batch size

参数设置

6/2000

5/1

64/1

1×10-3/30/64

10-5~10-3/16~128

12/30

2.64×10-4/80,66

100/64

9



储 能 科 学 与 技 术

的变化特征，从而确定最终参数组合。

首先固定α为2000，分别设置不同的模态分解

数K，对应的中心频率如表3所示。查看表3可知，

当K为6时，最后一个 IMF分量的中心频率已经趋

于平稳，后续K值下，中心频率也始终接近0.44~

0.45，继续增大K值会导致已有模态发生分裂，产

生冗余分量。因此本文将候选模态分解个数

定为6。

随后固定K为6，分别设置不同的二次惩罚系

数α，对应的中心频率如表4所示。查看表4可知，

当α从500增加至2000时，部分 IMF分量的中心频

率仍产生了较为明显的变化，表明此时随着带宽约

束增强，VMD的频带划分仍在持续调整。当α增大

至 2000~2500时，各 IMF分量的中心频率表现出

较好的局部稳定性，说明在该参数范围内VMD获

得了较为稳定的频带划分结果。而当α继续增大至

3000以上时，部分 IMF分量的中心频率再次发生

明显变化，表明过大的惩罚系数会显著影响模态分

量的频带分配。由此可见，α为2000~2500附近时

形成了相对稳定的中心频率区间，在满足各 IMF分

量中心频率稳定性和频带区分要求的前提下，为避

免不必要地增强模态带宽约束，本文选取该稳定区

间内较小的2000为α值。

综合上述逐步敏感性分析结果，在候选模态数

K为6的条件下，α为2000时位于中心频率相对稳

定的参数区间，与前述K分析所采用的基准惩罚系

数一致。因此，本文最终设置K=6、α=2000作为

VMD分解参数，相应分解结果如图5所示。

为了对训练电池SOH分解后的 IMF分量进行

合理划分，从而明确各模型负责预测的分量，进而

提高预测效率及精度。本文引入PE，将归一化后

的PE值作为衡量各分量复杂度的评价指标，具体

数值如表5所示。同时，为了避免人工划分带来的

不确定性，选用K-means聚类方法自适应划分 IMF

分量。将聚类数设置为 2，把归一化后的PE值作

为输入，最终得到0.4660和0.9264两个聚类中心。

由于PE值越小，表示分量越平稳且规律性越强，

因此把聚类中心较小的一类划分为低频趋势分量；

PE值越大，则表示分量的波动性和复杂度越高，

因此将聚类中心较大的一类划分为高频波动分量。

根据聚类结果，最终将 IMF1和 IMF2划分为低频分

量，作为GRU模型的预测目标；将 IMF3–IMF6

划分为高频分量，作为GLO-BiLSTM-Attention组

合模型的预测目标。

3.3　消融实验

为验证所提方法各组成模块及高低频模型匹配

方式的有效性，本文构造了 GRU(A1)、BiLSTM

表3　CS2_35号电池不同K值下的中心频率（α=2000）

Table 3　Center frequencies of battery CS2_35 at 

different K values (α=2000)

K

4

5

6

7

IMF1

1.57×10-4

1.57×10-4

1.57×10-4

1.57×10-4

IMF2

0.0390

0.0360

0.0351

0.0185

IMF3

0.1524

0.1317

0.1268

0.0636

IMF4

0.3610

0.2662

0.2460

0.1420

IMF5

—

0.4123

0.3457

0.2539

IMF6

—

—

0.4440

0.3542

IMF7

—

—

—

0.4469

表4　CS2_35号电池不同α值下的中心频率（K=6）

Table 4　Center frequencies of battery CS2_35 at 

different α values(K=6)

α

500

1000

1500

2000

2500

3000

4000

IMF1

1.93×10-4

1.81×10-4

1.69×10-4

1.57×10-4

1.57×10-4

1.56×10-4

1.53×10-4

IMF2

0.0421

0.0406

0.0401

0.0351

0.0349

0.0378

0.0376

IMF3

0.1317

0.1306

0.1303

0.1268

0.1264

0.1290

0.1292

IMF4

0.2813

0.2736

0.2653

0.2460

0.2448

0.2648

0.2759

IMF5

0.4120

0.3807

0.3713

0.3457

0.3450

0.3582

0.3599

IMF6

0.4983

0.4854

0.4669

0.4440

0.4431

0.4718

0.5861

图5　CS2_35号电池SOH序列的VMD分解图

Fig. 5　VMD decomposition of the SOH sequence of 
battery CS2_35

表5　CS2_35号电池各分量归一化后的排列熵值

Table 5　Normalized permutation entropy of each 

component of battery CS2_35

分量

排列熵值

IMF1

0.3510

IMF2

0.5811

IMF3

0.8112

IMF4

0.9682

IMF5

0.9981

IMF6

0.9281
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(A2)、 BiLSTM-Attention(A3)、 VMD-BiLSTM-

Attention(A4)、不使用分频策略的 VMD-GLO-

BiLSTM-Attention(A5)、保持分频策略不变但高低

频 IMF分量预测模型与本文方法反向配置的模型

(A6)以及本文方法(A7)进行消融实验。本节所有消

融模型均仅利用 CS2_35 完成训练，CS2_36–

CS2_38作为独立测试电池，各模型的预测结果及

评价指标见图6和表6。

通过分析图 6的预测结果可知，BiLSTM对于

衰减趋势的预测虽然与实际情况大致相同，但是精

度较低。引入Attention机制后，模型能够自适应关

注与SOH预测关联度更高的时序特征，从而使得

预测精度有所提高。在此基础上加入VMD分解方

法，将训练电池SOH分解为多个相对平稳的监督

目标后，预测误差进一步降低，说明多尺度目标构

造能够降低原始SOH的学习难度，增强模型对不

同尺度退化特征的表征能力。最后在加入GLO算

法对模型进行超参数寻优之后，预测效果得到明显

提高。虽然单独使用GRU进行整体SOH预测时存

在较大误差，但本文方法并非直接利用GRU拟合

全部退化过程，而是根据不同频率分量的动态特征

进行差异化建模。进一步对比反向配置模型A6可

以发现，在保持VMD分解和高低频划分不变、仅

交换两类分量预测模型后，预测结果出现明显偏

差，而本文方法 A7 仍能够较好跟踪实际 SOH 变

化。该结果说明，模型性能的提高不仅来源于分频

处理本身，还与高低频分量和预测模型之间的合理

匹配有关，从而验证了本文高低频模型分配方式的

有效性。

通过分析表 6中各模型对应的评价指标可知，

本文所提出的联合方法在三块测试电池上均取得了

较好的预测结果。从三块测试电池的平均结果来

看 ， 本 文 方 法 A7 相 较 单 一 GRU 模 型 A1 和

BiLSTM-Attention 模 型 A3 的 RMSE 分 别 降 低

87.56% 和 84.72%， MAE 分别降低 88.22% 和

86.07%，说明完整框架相较单一时序预测网络能

(a) CS2_36

(b) CS2_37

(c) CS2_38

图6　消融实验预测结果图

Fig. 6　Prediction results of different ablation models

表6　消融实验模型评价指标

Table 6　Evaluation metrics for different ablation 

models

电池序号

CS2_36

CS2_37

CS2_38

预测模型

A1

A2

A3

A4

A5

A6

A7

A1

A2

A3

A4

A5

A6

A7

A1

A2

A3

A4

A5

A6

A7

RMSE

0.0892

0.0815

0.0745

0.0546

0.0164

0.0331

0.0103

0.0889

0.0750

0.0696

0.0561

0.0169

0.0368

0.0108

0.0752

0.0705

0.0620

0.0533

0.0160

0.0317

0.0104

MAE

0.0720

0.0647

0.0594

0.0459

0.0128

0.0246

0.0079

0.0704

0.0598

0.0584

0.0473

0.0135

0.0271

0.0083

0.0605

0.0592

0.0538

0.0453

0.0122

0.0225

0.0077

MAPE

0.1519

0.1443

0.1347

0.0897

0.0194

0.0524

0.0127

0.1540

0.1335

0.1246

0.0927

0.0206

0.0597

0.0141

0.1093

0.1035

0.0939

0.0889

0.0190

0.0493

0.0132

R2

0.8447

0.8705

0.8919

0.9181

0.9813

0.9621

0.9926

0.8215

0.8729

0.8901

0.9211

0.9804

0.9597

0.9921

0.8600

0.8770

0.9050

0.9158

0.9821

0.9640

0.9924
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够获得更高的预测精度。相较于不使用分频策略的

VMD-GLO-BiLSTM-Attention 模型 A5，A7 的平均

RMSE和MAE分别降低 36.11%和 37.92%，表明

针对不同频率分量采用差异化预测模型能够进一步

改善预测效果。进一步与保持相同分频结果但高、

低频预测模型反向配置的 A6 相比，A7 的平均

RMSE和MAE分别降低 69.00%和 67.79%，说明

即使采用相同的VMD分解和分频结果，不同频率

分量与预测模型之间的匹配方式仍会明显影响最终

预测性能。本文方法的性能提升并非来源于某一单

独模块，而与多尺度监督目标构造、差异化分频建

模及高低频分量与预测模型之间的合理匹配共同

相关。

3.4　对比实验与寻优性能分析

为进一步比较不同模型、信号分解方法以及寻

优算法对SOH预测性能的影响，本文基于CS2_38

电池开展综合对比实验。实验中加入主流模型

CNN(B1)和 LSTM(B2)，加入主流寻优算法构成

VMD-GA-BiLSTM-Attention(B3) 和 VMD-PSO-

BiLSTM-Attention(B4)，加入主流分解方法构成

EMD-GLO-BiLSTM-Attention(B5) 和 CEEMDAN-

GLO-BiLSTM-Attention(B6)，加入不使用分频策略

的 VMD-GLO-BiLSTM-Attention(B7) 和本文方法

(B8)进行比较。本节对比实验中的所有模型均仅使

用CS2_35完成训练及参数选择，CS2_38作为独

立测试电池，不参与模型训练，各模型预测曲线和

评价指标如图7以及表7。

通过分析图7和表7可知，在均采用VMD分解

方法而不使用分频策略的条件下，使用GLO寻优

算法的B7模型相较于两种主流算法中效果更好的

B4(PSO)模型，其RMSE、MAE、MAPE分别降低

了 65.14%、65.83%、73.2%，R2提升了 0.0343，

说明GLO能够进一步改善BiLSTM-Attention的超

参数配置及最终预测性能。在均采用GLO寻优算

法而不使用分频策略的条件下，使用VMD分解方

法的B7模型相较于两种主流方法中效果更好的B6

(CEEMDAN)模型，其RMSE、MAE、MAPE分别

降 低 了 64.44%、 64.43%、 72.1%， R2 提 升 了

0.0322，表明VMD在本文实验条件下能够为后续

预测模型提供更易学习的分量表示。进一步结合所

提完整方法的结果可见，其各项评价指标均优于其

他对比模型，说明VMD分解、GLO寻优以及后续

差异化分频建模具有互补作用。

为进一步比较不同寻优算法的搜索性能，本节

仅采用训练电池CS2_35开展实验，并按时间顺序

将前 80%作为训练子集、后 20%作为验证子集，

以验证子集重构 SOH 的 MSE 作为适应度函数。

GLO、PSO和GA采用相同的超参数搜索范围、种

群规模（12）和最大迭代次数（30），并分别独立

运行 5次。为减小随机初始化对实验结果的影响，

各统计结果采用均值±标准差表示，其中均值反映

算法的平均性能，标准差反映5次独立运行结果的

离散程度，标准差越小表示结果稳定性越高。具体

实验结果如图8和表8所示。图8中的实线表示各

迭代次数下历史最优适应度的均值，阴影表示均值

±1个标准差。同时采用 I95衡量收敛速度，即完成

总适应度改进量 95%时对应的迭代次数，并统计

各算法的寻优时间。

通过分析图 8 和表 8 可知，GLO 的最终验证

MSE 分别较 PSO 和 GA 降低 10.95% 和 15.37%，

I95 分别减少 64.47% 和 78.91%，且其最终验证

MSE的标准差最小，说明GLO在本文超参数搜索

表7　对比实验模型评价指标

Table 7　Evaluation metrics of the models in the 

comparative experiments

预测模型

B1

B2

B3

B4

B5

B6

B7

B8

RMSE

0.0912

0.0816

0.0532

0.0459

0.0468

0.0450

0.0160

0.0104

MAE

0.0763

0.0569

0.0466

0.0357

0.0365

0.0343

0.0122

0.0077

MAPE

0.1346

0.1240

0.0776

0.0709

0.0724

0.0681

0.0190

0.0132

R2

0.7940

0.8349

0.9298

0.9478

0.9458

0.9499

0.9821

0.9924

图7　对比实验预测结果图

Fig. 7　Prediction results of the comparative 
experiments
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任务中具有更高的搜索精度、更快的迭代收敛速度

以及较好的重复运行稳定性。虽然GLO的寻优时

间分别增加14.37%和9.59%，但该额外计算开销

仅发生于离线模型训练阶段，测试电池预测时无需

重复执行寻优。

3.5　不同训练电池下的交叉验证

为进一步验证所提方法在不同训练电池条件下

的跨电池预测性能，在前述以CS2_35为唯一训练

电池的实验基础上，进一步依次以 CS2_36、

CS2_37和CS2_38作为唯一训练电池，其余 3块

电池作为独立测试电池，共构成 12组跨电池预测

任务。各组实验均遵循第2.6节所述的一步超前预

测流程，滑动窗口长度、预测步长、模型结构及评

价指标保持一致。

为避免测试电池信息参与模型开发，每组实验

均仅利用当前训练电池计算候选HIs与SOH之间的

PCC，并按照与前文一致的准则重新进行特征筛

选，4组实验最终均选取相同的8个HIs；Min-Max

归一化参数同样仅由当前训练电池确定。为保持不

同训练电池实验的可比性，并考察固定VMD参数

配置在同系列电池间的适用性，交叉验证中不再针

对各训练电池重新进行VMD参数筛选，而是统一

采用第3.2节基准实验确定的K=6和α=2000，并针

对当前训练电池重新执行VMD分解及后续PE-K-

means分频。同时，测试电池不参与本组实验的

HIs筛选、VMD分解、GLO超参数寻优及模型训

练，其真实SOH仅用于最终性能评价。实验结果

如表9所示。

通过分析表 9可知，在更换唯一训练电池后，

所提方法在 12组跨电池预测任务中均保持了较为

稳定的预测性能，RMSE、MAE和MAPE分别为

0.0097~0.0114、 0.0064~0.0104 和 0.0115~

0.0195， R2 为 0.9910~0.9931， 平 均 值 分 别 为

0.0105、0.0082、0.0143和0.9923。分别以CS2_

35、CS2_36、CS2_37 和 CS2_38 作为训练电池

时，3 个独立测试电池上的平均 RMSE 分别为

0.0105、0.0104、0.0106 和 0.0104，不同训练电

池之间的预测误差差异较小。总体而言，更换唯一

训练电池未造成模型预测性能明显下降，表明所提

方法在CALCE-CS2同系列电池及相同实验工况下

具有较为稳定的跨电池预测能力。

4 结 论

本文针对锂电池 SOH 退化序列具有非线性、

非平稳和多时间尺度特征的问题，提出一种基于自

适应分频混合网络的跨电池一步超前SOH预测方

法。通过理论分析及CALCE-CS2电池数据实验验

证，研究结论如下：

（1）从充电阶段提取与容量衰退相关性较高的

健康特征作为模型输入，可在不依赖完整充放电周

期数据的情况下实现SOH预测。在以CS2_35为

图8　不同优化算法的超参数寻优收敛曲线

Fig. 8　Hyperparameter optimization convergence 
curves of different optimization algorithms

表 8　不同优化算法的寻优性能统计结果

Table 8　Statistical optimization performance of 

different optimization algorithms

寻优算法

GA

PSO

GLO

最终验证MSE/10-4

4.23±0.11

4.02±0.07

3.58±0.03

I95收敛迭代次数

25.6±2.13

15.2±2.11

5.4±0.71

寻优时间/s

74.66±4.70

71.54±3.92

81.82±5.57

注：表8中结果均为5次独立运行的均值±标准差

表 9　不同训练电池下的跨电池SOH预测结果

Table 9　Cross-cell SOH prediction results with 

different training cells

训练电池

CS2_35

CS2_36

CS2_37

CS2_38

独立测试电池

CS2_36

CS2_37

CS2_38

CS2_35

CS2_37

CS2_38

CS2_35

CS2_36

CS2_38

CS2_35

CS2_36

CS2_37

RMSE

0.0103

0.0108

0.0104

0.0105

0.0097

0.0109

0.0106

0.0099

0.0114

0.0097

0.0103

0.0112

MAE

0.0079

0.0083

0.0077

0.0084

0.0066

0.0090

0.0089

0.0072

0.0104

0.0064

0.0080

0.0096

MAPE

0.0127

0.0141

0.0132

0.0146

0.0118

0.0160

0.0149

0.0124

0.0195

0.0115

0.0133

0.0179

R2

0.9926

0.9921

0.9924

0.9925

0.9930

0.9919

0.9923

0.9928

0.9910

0.9931

0.9925

0.9915
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唯一训练电池的基准实验基础上，进一步依次更换

CS2_36、CS2_37 和 CS2_38 作为唯一训练电池

开展交叉验证。结果表明，所提方法在 CALCE-

CS2同系列电池的不同训练—测试组合下能够保持

较为稳定的预测性能。

（2）采用VMD对训练电池SOH进行多尺度分

解，通过排列熵衡量各 IMF分量的复杂程度，并结

合K-means聚类自适应划分高、低频分量，分别

作为不同子模型的预测目标。该过程将原始非平稳

SOH序列分解为动态特征不同的子序列，降低了

单一模型直接拟合复杂退化过程的难度。

（3）根据不同频率分量的变化特点，采用

GRU预测较为平稳的低频分量，采用GLO优化的

BiLSTM-Attention预测波动性和非线性较强的高频

分量。反向配置消融实验显示，在分频结果保持不

变的情况下，交换高、低频预测模型后预测性能明

显下降。与反向配置相比，本文模型的平均RMSE

和MAE分别降低 69.00%和 67.79%，表明预测效

果不仅与频率分解有关，还受到不同频率分量与预

测模型匹配方式的影响。

（4） 消融和对比实验表明， VMD 分解 、

Attention机制、GLO寻优及差异化分频建模均有

助于提高预测性能。在以CS2_35为训练电池的基

准实验中，所提方法在 CS2_36–CS2_38 上的

RMSE、MAE和MAPE分别不超过1.08%、0.83%

和 1.41%，R2均不低于 0.9921。GLO的最终验证

MSE 较 PSO 和 GA 分别降低 10.95% 和 15.37%，

I95分别减少64.47%和78.91%，具有较好的搜索精

度和收敛速度，但寻优时间有所增加。由于参数寻

优仅在模型构建阶段进行，因此测试电池预测阶段

无需重复执行寻优。

本文实验目前仅基于CALCE-CS2同系列电池

开展，所得结论主要反映该数据条件下的跨电池预

测性能。后续将结合不同电池体系、运行工况和公

开数据集，进一步验证所提方法的适用性与鲁

棒性。
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